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1 Linearna regresija kot statisticni model

Linearna regresija je statisticni model, pri katerem opazimo slucajni vektor:
Y=v+e, (1.1)

kjer je v neopazljiv deterministicen parameter, € pa neopazljiv slucajen sum. Pri tem vse
skupaj zivi v n-razseznem evklidskem prostoru W. Za v privzamemo, da pripada doloce-
nemu k-razseznemu podprostoru V', za Sum € pa privzamemo, da ima matemati¢no upanje
0 in kovarianéno matriko oIy, kjer je o? Se en neopazljiv deterministicen parameter;
le-temu bomo rekli varianca modela. Velja torej Ee = 0 in EeeT = Iyy.

V praksi, ko podatke podajamo s stevilkami, je smiselno privzeti, da je W = R", V pa
je zaloga vrednosti injektivne linearne preslikave X: R* — R”, ki jo bomo identificirali z
matriko velikosti n x k. Tako lahko model parametriziramo v obliki:

Y =XB+¢, (1.2)
kjer je B € R¥. Ekvivalentno lahko zapiSemo tudi:

Y1) = B1fi(Xh) 4+ Bafo(Xa) + - 4 Befu(X1) + €1,
Yy = B1fi(Xe) 4 Bafo(Xo) + - 4 B fu(Xa) + €2,

(1.3)
Yn - ﬁlfl(Xn) + ﬁ2f2(Xn) + -+ ﬁkfk(Xn) + En
kjer so Xy,... X, deterministicne in opazljive spremenljivke. Tem pravimo pojasnjevalne,
medtem ko so Y7, ...Y,, odvisne spremenljivke. Tu je seveda:
Yy filXa) fo(Xy) o fil(X0) €1
Y X X5) - X €
y - ‘2 X - fl(‘ 2) fz(. 2) | fk(‘ 2) Ce— '2
Ya [(Xy) LX) - fu(X) €n

Obravnavali bomo naslednje naloge inferenc¢ne statistike:
e tockasto in intervalsko ocenjevanje parametrov;
e napovedovanje spremenljivk, povezanih z modelom.

e testiranje hipotez v zvezi z modelom.

2 Tockasto ocenjevanje in napovedovanje

Oglejmo si najprej model, podan z zvezo (1.1). Iskali bomo ¢im boljSo nepristransko
cenilko v = h(Y') parametra v, t. j. tako, ki ima najmanj$o mozno kovarianéno matriko
var(v) := E[(0 — v)(® — v)T]. Seveda je to simetri¢na matrika, na teh pa bomo gledali
delno urejenost, kjer je A < B, ¢e je B— A pozitivno semidefinitna, t. j. a’Aa < a*Ba za
vse a € V. Najprej se bomo omejili na linearne cenilke, t. j. take, kjer je h(y) = Ay + vy.
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Izrek 2.1 (Gauss, Markov). Naj velja (1.1) skupaj s pripadajoéimi predpostavkami.
Tedaj je nepristranska linearna cenilka za v z najmanjso mozno kovariancno matriko kar
pravokotna projekcija opaZenega vektorja Y na podprostor V.

Preden gremo dokazat izrek, uvedimo nekaj notacije za inkluzijo in pravokotno projek-
cijo. Naj bosta G C H evklidska prostora. Z (g bomo oznacevali inkluzijo iz G v H.
Pri pravokotni projekciji pa bomo locili dve niansi: oznacevali jo bomo tako s py_,¢ kot
tudi s Py _.q, toda prvo bomo gledali kot preslikavo iz H na G, drugo pa kot preslikavo iz
H v H, torej kot operator na H. Velja:

Phog = LGt » Pl ¢ =Pu.c.
Pri zapisu cenilke lahko seveda uporabimo obe razlicici:

DOKAZ 1ZREKA GAUSSA IN MARKOVA. Najprej preverimo, kdaj je linearna cenilka
v = AY + vg nepristranska. Ker je Ec = 0, mora veljati:

Ev=Av+vy=wv,

in sicer ne glede na dejansko vrednost neznanega parametra v. Torej mora biti vg = 0, A
pa mora mirovati na V. Varianca cenilke ¥ bo najmanjsa natanko tedaj, ko bo izraz:

a’var(d)a = c’a’AATa = (TQHATCLHQ
minimalen za vse @ € V. Ker A miruje na V, za vse a,b € V velja:
b"'A'a = (Ab)Ta=10b"a,

kar pomeni, da mora AT — iy, slikati v ortogonalni komplement prostora V. Z dru-
gimi besedami, lahko pisemo AT = 1y _y + B, kjer B slika iz V' v njegov ortogonalni
komplement. Sedaj pa lahko izracunamo:

|ATal* = |la + Ba|? = [|a|* + |Bal|’

(upostevali smo ortogonalnost). Slednji izraz pa je minimalen (za vse a), ¢e je B = 0,
torej ¢e je AT = 1/, torej ¢e je A = pw_w. [ |

Opomba 2.2. Iz dokaza izreka Gaussa in Markova lahko razberemo, da je, Ce je v
tako kot v (2.1), kovarianéna matrika te cenilke enaka:

var(9) = o’Iy . (2.2)

Izrek Gaussa in Markova nam da tudi pripadajoci rezultat za linearne funkcionale parame-
tra v: za poljuben a € V tudi a’® nepristranska cenilka karakteristike a®v z najmanj$o
mozno varianco in slednja je enaka:

var(a"0) = o’||al. (2.3)
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Privzemimo zdaj, da je model Gaussov, t. j. da je Sum porazdeljen vecrazsezno nor-
malno, se pravi zvezno z gostoto:

felw | v) = eI,
To pomeni, da je opazanje porazdeljeno zvezno z gostoto:

fr(y | v) = e IvvlPr2,

Pri fiksnem y je maksimum po v € V' dosezen natanko tedaj, ko je v pravokotna projekcija
vektorja y na V. To pomeni, da se cenilka v = py_yY ujema s cenilko po metodi
najvecjega verjetja.

Izrek 2.3. Ce je model Gaussov, ima cenilka © = pw_vY najmanjso mozno kovaria-
néno matriko izmed vseh moznih nepristranskih cenilk.

DoxkAz. Sklicali se bomo na Lehmann—Schefféjev izrek (glej npr. [1], izrek 5.5, str. 298).
Najprej iz zapisa:

2 2
ety o) =exp (<195 ) oxp (<125 ) exp(o7y) =
2 2
o (L2 s (B o)

razberemo, da gre za neizrojeno eksponentno druzino s pripadajoco zadostno statistiko
pwvY, ki je posledi¢no kompletna (glej npr. [1], izrek 2.74, str. 108). Naj bo a € V. Ker
je cenilka aT® karakteristike aTv funkcija pripadajoce zadostne statistike in nepristranska,
ima po Lehmann—Schefféjevem izreku najmanjSo mozno varianco: za vsako drugo nepri-
stransko cenilko h,(Y) velja var(hq(Y')) > o?||a||?. Brz ko je torej h(Y') kaksna druga
nepristranska cenilka za v, je tudi a*h(Y") nepristranska cenilka za aTv in po prejsnjem
velja:
a"var(h(Y))a = var(a"h(Y)) > o*|la|]’ = a" var(vd)a,

torej je var(h(Y')) > var(d). n

Razliki € := Y — v pravimo rezidual in je ocena za Sum. Rezidual je pravokotna
projekcija vektorja Y na ortogonalni komplement prostora V v W. Ce torej za evklidska
prostora G C H s qg_,q oziroma s Qg _,¢ oznac¢imo ortogonalni projektor s prostora G na

ortogonalni komplement prostora G v H (pri ¢emer je qy_,¢ definirana kot preslikava na
ustrezen ortogonalni komplement, Qg _,¢ pa kot operator na H, tako da velja Qp_.q =

Iy — Py intudi Py_cQpoc = QuocProc = 0), velja:
E=qwsvY = Qw_vY
in ker je qw_vv =0 in Qy_yv = 0, je tudi:

€ =qw-ove = Qwove.
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Pravokotna projekcija vektorja na dolocen podprostor je vektor v tem podprostoru, ki je
izvirnemu vektorju najblizje glede na evklidsko normo. V kontekstu nasega modela (1.1) to
pomeni, da je norma reziduala najmanjsa mozna, torej da je vsota kvadratov komponent
reziduala minimalna. Zato pravimo, da je cenilka v za v dobljena po metodi najmanjsih
kvadratov.

Rezidual € je nekoreliran z v, saj je:

COV(’IA), é) = COV(Pwﬁvéf, Qwﬁv€) =
= Py var(e)Qyy_,y, =
= UQPW—WIWQW—W =

= 0"PywovQwoy =
=0.

Izrac¢unamo lahko Se:

E|lé|®> =slE[ee"] =
=sIE[Qw_veée Q] =
=sl(Qwov E[ee" | Quoy) =
= sl(QwovIwQwoyv) =

=0’ sSlQw_yv =
= (n —k)o?.

Torej je:
n—k '
nepristranska cenilka za o2. Koli¢ini 62 bomo zato rekli kar ocenjena varianca modela.
Zdaj si lahko ogledamo, kolik$sno napako v grobem naredimo pri ocenjevanju linearnih
funkcionalov parametrov. Ce ocenjujemo dolo¢en linearni funkcional parametra v iz zveze
(1.1), t. j. aTw, iz opombe 2.2 vemo, da je a™® nepristranska cenilka z varianco o?||a|*.
Grobo merilo za napako, ki smo jo naredili pri ocenjevanju, je ocenjena standardna napaka:

SE(a™v) = 6]|al| . (2.5)

Oznaka SE tu pomeni operator, ki je definiran na linearnih funkcionalih na parametri¢cnem
prostoru V' ob predpostavki, da je definirano tudi opazanje Y. Pri tem dani linearni
funkcional preslika v kvadratni koren nepristranske cenilke variance taistega funkcionala,
uporabljenega na projekciji opazanja Y na V. Pri tem cenilka variance izhaja iz (2.4), kar
je vedno mozno, saj je varianca funkcionala znan veckratnik variance modela. Pri pisavi
SE(a™v) je nekaj zlorabe notacije: vektor v smo identificirali z identiteto na V. Tovrstne
zlorabe notacije so v matematiki zelo pogoste in se jih navadno niti ne zavedamo: tudi pri
diferencialih piSemo spremenljivko, v resnici pa jo uporabimo kot preslikavo.
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Ce pa je model podan z zvezo (1.2), lahko to prevedemo na (1.1), tako da postavimo
v = XB3. Tedaj se pravokotni projektor izraza v obliki Py _, = X(XTX)_lXT. Pigemo
lahko B3 = X~1w, kjer je inverz X! definiran kot preslikava iz V na R* (medtem ko je X
preslikava iz R* v R* = W). Velja:

X 'y oy = (XTX) X", (2.6)
Od tod dobimo Se cenilko za 3:
B=X"9=X"pyyo =X pp_vX(X'X)"'X"Y = (X"X) X Y.

Tudi 3 je nepristranska cenilka za B z najmanjso mozno kovarian¢no matriko: to sledi iz
ustrezne lastnosti cenilke v za v. Ta kovarian¢na matrika je enaka:

2 1

var(B) = o (XTX)_lXTIW((XTX)_lXT)T — o (X"X) 7. (2.7)

Spet lahko izpeljemo tudi pripadajoce rezultate za linearne funkcionale oblike '3, kjer je
c € R*. S pomocjo zveze (2.7) dobimo varianco:
var(cTB) = c"var(B)c = o%c" (XTX)_lc (2.8)

To pa lahko izpeljemo tudi tako, da zvezo (1.2) prevedemo na (1.1), tako da postavimo
v := XB. V skladu z zvezo (2.6) potem dobimo:

c'B=c’ (XTX)_lXT'U,
torej lahko postavimo a := X(XTX)_lc in po (2.3) velja:
var(cTB) = 02HX(XTX)_IC||2
in ni se tezko prepricati, da je to isto kot v (2.8). Iz variance dobimo ocenjeno standardno

napako:
SE(c"8) = 61/cT(XTX) e =4

Ocenjena varianca modela 62, definirana v (2.4), se izraza z rezidualom é. Iz prevedbe
zapisa (1.2) na zapis (1.1) dobimo, da ima rezidual zdaj obliko:

X(X™X) |

=Y — Xg3.

Z drugimi besedami, rezidual je razlika med opaZenimi vrednostmi Y in teoreticnimi vre-
dnostmi Y = XB

Videli smo, da je, ¢e je model podan z zvezo (1.1), rezidual nekoreliran z v. No, ¢e je
podan z zvezo (1.2), pa je nekoreliran z B, saj je:

cov(ﬁ,é) = COV(XflpWﬁv’lAJ, é) =X 'pw_y cov(9,8) =0.
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Véasih pa nas zanimajo tudi koli¢ine, ki nastanejo kot vsota dolocenega funkcionala
na parametricnem prostoru in dodatnega Suma. Aproksimaciji teh koli¢in z opazenimi
koli¢inami pravimo napovedovanje. Ce privzamemo, da je pri¢akovana vrednost dodatnega
Suma enaka ni¢, lahko dobimo nepristransko napoved v smislu, da je ]E(SY ) = E(S), kjer je
S koli¢ina, ki jo napovedujemo, S pa njena napoved. Ce Zelimo zdaj oceniti napako, ki jo
naredimo, potrebujemo srednjo kvadraticno napako ]E((S’ -5 )2) Kvadratni koren ocene
srednje kvadrati¢ne napake bo groba ocena za napako, ki jo bomo naredili. Temu bomo
prav tako rekli ocenjena standardna napaka.

Ocenjeno standardno napako bo mozno doloc¢iti pod pogojem, da je dodatni Sum ne-
koreliran s Sumom, ki se nanasa na opazanja, t. j. €, ter da je varianca dodatnega suma
znan veckratnik variance modela. Tako bomo zapisali:

S=a'v+)y oziroma S=c'B+\y (2.9)

kjer je sluéajna spremenljivka 1 nekorelirana z € ter velja En = 0 in var(n) = 02, X pa je
znan koeficient. Nepristranska napoved za S bo seveda:

~

S=a"v oziroma S=c's, (2.10)
srednja kvadrati¢na napaka pa bo:
E((S - S)%) = var(S — S) = var(a™®) + No? = o*(||a|* + \?)
oziroma:
E((S - S)%) = var(S — S) = var(c"B) + N0? = o? (cT (XTX)_lc + >\2> .
Tako bo ocenjena standardna napaka:

SE(S) =

SYRSY

E((S - 5)?) (2.11)

vedno opazljiva, in sicer enaka:

SE(S) = 6 /[[a]? + 22 (2.12)

oziroma:

SE(S) = 61/ (XTX) e+ 22 = & /[ X (XTX) e]P + 2. (2.13)

3 Intervalsko in obmoc¢no ocenjevanje in napovedova-
nje
Pri intervalskem ocenjevanju se bomo omejili na linearne funkcionalov vektorjev v oziroma

3, ki jim bo lahko pristet Se neodvisen sum. V slednjem primeru bomo temu rekli napo-
vedovangje. Poleg tega se bomo ukvarjali tudi z linearnimi preslikavami vektorjev v in (3



M. RAIC: LINEARNA REGRESIJA 7

(v vecrazsezne prostore), spet lahko s pristetim Sumom. Tovrstne koli¢ine bomo ocenjevali
oz. napovedovali obmocno.

Pri intervalskem oz. obmoc¢nem ocenjevanju oz. napovedovanju moramo seveda vedeti
nekaj ve¢ o porazdelitvah. Privzeli bomo Gaussov model, kar pomeni, da je Sum porazde-
ljen vecrazsezno normalno.

Potrebovali bomo naslednja dejstva o vecrazezni normalni porazdelitvi in njenih izpe-

ljankah:

e Ce sta V C W evklidska prostora in je slucajni vektor Z porazdeljen standardno
normalno na W, je pw_v Z porazdeljen standardno normalno na V.

Ce sta slucajna vektorja Z; in Z, nekorelirana in je njuna skupna porazdelitev
vecrazsezna normalna, sta ta dva slucajna vektorja tudi neodvisna.

Ce je Z porazdeljen standardno normalno na evklidskem prostoru V, ima sluc¢ajna
spremenljivka || Z||? porazdelitev hi kvadrat s toliko prostostnimi stopnjami, kolikor
je dimenzija prostora V; pisemo || Z||? ~ x*(dim V).

Ce je slucajna spremenljivka Z porazdeljena standardno enorazsezno normalno in je
U ~ x%*(n) od nje neodvisna slucajna spremenljivka, ima slu¢ajna spremenljivka

—— \/n Studentovo porazdelitev z n prostostnimi stopnjami; pisemo — /n ~

VU VU
Student(n).

m
Ce sta U ~ x*(m) in V ~ x%(n) neodvisni slu¢ajni spremenljivki, ima —— Fisher-

V/in
V//Z ~ Fisher(m,n).
Oglejmo si zdaj, kaj pomenijo ta dejstva pri predpostavkah iz prejSnjega razdelka.
Najprej se spomnimo, da sta slu¢ajna vektorja v in € pri predpostavkah, navedenih pod
zvezo (1.1), nekorelirana. Ce je model Gaussov, sta torej neodvisna. Podobno sta, ¢e
privzamemo zvezo (1.2) in vse potrebne predpostavke, neodvisna slu¢ajna vektorja B in €.
V prejsnjem razdelku smo izracunali matemati¢no upanje slucajne spremenljivke ||&||?.
Ce je model Gaussov, poznamo tudi njeno porazdelitev. Slucajni vektor £/c je namre¢
porazdeljen standardno normalno. Slucajni vektor é/0 = qw_yve/o pa je pravokotna
projekcija tega vektorja na ortogonalni komplement prostora V' v W, torej je prav tako
porazdeljen standardno normalno na tem ortogonalnem komplementu, ki je (n—k)-razsezen
prostor. To pa pomeni, da je:

jevo porazdelitev z (m,n) prostostnimi stopnjami; piSemo

[

Lotimo se sedaj iskanja napovednega intervala za koli¢ino S, definirano tako kot v (2.9),
t. j. S = a™ + \n, &e je model podan z zvezo (1.1), oziroma S = ¢'3 + A\, &e je model
podan z zvezo (1.2). Tu je slu¢ajna spremenljivka 7 porazdeljena normalno N(0,0?) in
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neodvisna od €, A pa je znan koeficient. Naj bo S nepristranska napoved za S, definirana
v (2.10). Slucajna spremenljivka:

A

S-S
E((S~5)?)
je porazdeljena standardno normalno in je neodvisna od €. Zato je:
S-S
E(S - 57) Vn—k=2 58 = S8 ~ Student(n — k) (3.2)
llell o JE((S—s)) SEE)
o

(uporabili smo e (2.4) in (2.11)). Ce torej s t,(m) oznacimo kvantil Studentove poraz-
delitve z m prostostnimi stopnjami za verjetnost p, je napovedni interval za S pri stopnji
zaupanja [ mozno zapisati v obliki:

S —SE(S) typ2(n —k) < S < S+SE(S) taise(n — k).

Oglejmo si Se primer, ko napovedujemo sluc¢ajni vektor S := Av + An z vrednostmi v
vektorskem prostoru U, kjer je dodatni sum i ~ N(0,0%I;) neodvisen od €. V tem
primeru lahko dolo¢imo napovedno obmocje — mnozico v U. Velja:

Av—S=A(v—v)—tn~ N(O,(72(AAT + AAT)) ,

torej je:
1
o?

2
— %(Ai} — S)T(AAT + AAT) (AD — §) ~ xP(m).

(AAT+AAT) (A0 - 5)|
kjer je m = dim U. Ce se spomnimo $e na (3.1) in dejstvo, da sta slucajna vektorja © in &

neodvisna, dobimo:

n—k (Ao — S)T(AAT + AAT) ' (AD — S)

m €l

~ Fisher(m,n — k). (3.3)

Ce torej z F,(m,n) ozna¢imo kvantil Fisherjeve porazdelitve z (m,n) prostostnimi sto-
pnjami za verjetnost p, je iskano napovedno obmocje pri stopnji zaupanja S doloc¢eno s
pogojem:

(S — AD)T(AAT + AAT) (S — Av) < —

T Fy(m,n— k)]
Ce pa je model podan z zvezo (1.2), lahko poiséemo napovedno obmodje za slu¢ajni vektor
S := CB + An. V tem primeru spet postavimo v = X3 in A = C(XTX)leT. Dobimo
napovedno obmodje:
A~ _ -1 A
(S —Cp)" (c(XTx) 'CT AAT) (S — CB) < ﬂk Fs(m,n — k) |||
n p—
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4 Testiranje hipotez

V celotnem razdelku se bomo omejili na primer, ko je model Gaussov. Testiranje enodi-
menzionalnih ni¢elnih hipotez oblike s = s, kjer je s = a’v (&e je model podan z zvezo
(1.1)) oziroma s = ¢ 3 (e je model podan z zvezo (1.2)) je enostavno in temelji na relaciji
(3.2). Karakteristiko s najprej tockasto ocenimo tako kot v (2.10), torej:

s=a"v oziroma s=c'3.

Za testiranje nicelne hipoteze s = s izracunamo testno statistiko:

s — S0
T —
SE(s)’

kjer je ocenjena standardna napaka SE(s) definirana tako kot v (2.5) oziroma (2). Testna
statistika je torej razmerje med opaZeno razliko in ocenjeno standardno napako. V skladu
z (3.2) je T ~ Student(n — k), zato bomo koli¢ini T rekli Studentova statistika; na njej
torej izvedemo T-test z n — k prostostnimi stopnjami (eno- ali dvostranskega).

Podobno bi lahko na podlagi relacije (3.3) (pri A = 0) testirali hipoteze o vektorjih Awv
ali C3: le-te bi trdile, da se ustrezni vektor nahaja na nekem afinem prostoru. Vendar pa
se izkaze priro¢neje hipoteze formulirati nekoliko drugace.

Ce delamo z zvezo (1.1), problem formuliramo tako, da v prototipu Y = v+¢ testiramo
0zji model v € U proti SirSemu modelu v € V, kjer je U podprostor prostora V. Lahko
bi vzeli, da je U afin podprostor, a problem lahko brez tezav premaknemo, tako da bomo
privzeli, da je U kar vektorski podprostor. Spomnimo se oznak n = dimW in k = dim V'
in oznacimo Se [ := dim U. Test temelji na razmerju projekcij qyyY in gw_yvY = €.
Vemo, da sta ti dve projekciji nekorelirani, ¢e je model Gaussov, pa tudi neodvisni. Ker
je:

1 i 1
SlavouY P~k = 1) in —llaw Y2~ P - k).

je:
—k Y |]? —k Y|]?
jo n HQVHU ”2 _ n HQV%U H2 ~ Fisher(k: _ l,n _ ]C)
k=1 llgw-vYll k=1 ]Qw-vY||
Glede na porazdelitev bomo koli¢ini F' rekli Fisherjeva statistika; na njej izvedemo eno-
stranski F-test. Na to Fisherjevo statistiko pa lahko pogledamo $e malo drugace. Glede

na to, da je:

Qwor = Qwov + Quvar,

rezidual v ozjem modelu Quw _yY razpade na pojasnjeni rezidual Qy_yY in nepojasnjeni
rezidual Qw_vY . Izraz ‘pojasnjen’ tu pomeni ‘pojasnjen z razsiritvijo modela’: ta rezidual
izgine, ko 0zji model nadomestimo s Sirsim, nepojasnjeni rezidual pa je tisti, ki ostane tudi
potem, ko model Ze razsirimo.

Pojasnjeni in nepojasnjeni rezidual sta pravokotna, zato se kvadrata njunih norm seste-
jeta v kvadrat norme celotnega reziduala. Tako v skladu s formulo (2.4) razpade tudi
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varianca, ocenjena na podlagi ozjega modela:

2 1QwooY P IQrouY P | [ QuwovY

n— | n—I n—1

Prvemu ¢lenu bomo rekli pojasnjena ocenjena varianca modela, drugemu pa nepojasnjena
ocenjena varianca modela.
Formula (2.4) pa pove Se nekaj drugega: ¢e v splos$nem za vektorska prostora G C H s:

6_2 _ ||QH—>GY||2
H=G ™ 4im H — dim G

(4.1)

oznacCimo varianco, ocenjeno na podlagi razkoraka med G in H, dobimo, da je Fisherjeva
statistika enaka: A2
F=20=u (4.2)
TWw—v
To je torej razmerje med varianco, ocenjeno s pomocjo pojasnjenega reziduala, in varianco,
ocenjeno s pomocjo nepojasnjenega reziduala.
Ce pa delamo z zvezo (1.2), zadevo zastavimo kot test oZjega modela:

Y =Zv+n; veR (4.3)
proti SirSemu modelu:

Y =XB+e; BcRF, (4.4)
veljati mora imZ C im X, torej [ < k. Ce postavimo U := imZ in V := im X (in se

spomnimo, da je W = R"), velja:
Qwov =TIy — Py = Iy — X(X™X) 'XT, (4.5)
Qvov =Py — Pyoy = X(X'X) X" - 2(2'2) '2". (4.6)

Glede na to, da za vsak ortogonalni projektor Q velja |QY||> = YTQTQY =Y 'QY, se

ocenjeni varianci, potrebni za izracun Fisherjeve statistike, izrazata na naslednji nacin:

_JQuo vl _ ¥ (v XX XT)Y

~2
W—-V — N — ]{7 — k ’
ey Y(XXTX)XT-z(272) '27)YT

5 Posebni primeri

5.1 Pricakovana vrednost

Denimo, da opazimo vrednosti nekoreliranih slucajnih spremenljivk Y7, Y5, ...Y,,, ki imajo
vse matemati¢no upanje u in varianco o2. Zeleli bi oceniti i in 0. To lahko predstavimo
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kot Y = X3 + €, kjer je:

Y 1 Yi—p
Y 1 Y, —
Y = ’ ) X = ) /6:/*1“’ €= Z-M
Yn 1 Yn_ﬂ

Z drugimi besedami, to je zveza (1.3) za k = 1 in fi(x) = 1. Ni tezko videti, da so
izpolnjene vse predpostavke, navedene k (1.2).
Za ocenjevanje parametra j izracunamo X' X = n, torej je tockasta ocena:

Yi
1 Y Y+ Yyt tY,
,&:—[1 1 .- 1} ‘2 = R T =Y.
n : n
&
Rezidual je enak: ) _
Y, 1 Yi-Y
Y 1] _ Yo —-Y
é‘: 2 — Y: ?
Yn 1 Yn_Y

in nepristranska cenilka za varianco je:

2 lIElP Lo vap) Yap) v 2]

= = Y1 -Y Yo—-Y e+ (Y, =Y) .
7 n—1 n—l.<1 RCE i T )
To je popravljena vzoréna wvarianca. Izracunajmo Se ocenjeno standardno napako za pu.
Pigemo lahko p = ¢T3, kjer je, kot Ze receno, 3 = p in ¢ = 1. Torej je c* (XTX)_lc =1/n
in iz (2) dobimo ocenjeno standardno napako:

SE(n) =

5

5.2 Enostavna linearna regresija

Enostavna linearna regresija je model linearnega trenda, ki pomeni, da je odvisna spremen-
ljivka linearna funkcija pojasnjevalne spremenljivke z dolo¢enimi napakami. Naredimo vec
meritev: pri i-ti meritvi naj ima pojasnjevalna spremenljivka vrednost X;, odvisna pa Y;.
[s¢emo premico y = a + bx, ki se tem meritvam najbolje prilega, merilo za prileganje pa
naj bo vsota kvadratov odstopanj v smeri y. Iskani premici bomo rekli regresijska pre-
mica. Glede na kriterije, ki smo jih postavili, je vrednosti pojasnjevalne spremenljivke X;
smiselno proglasiti za deterministi¢ne, vrednosti odvisne spremenljivke Y; pa za slucajne,
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tako da so odstopanja od premice v smeri y Sumi. Tako lahko model predstavimo z zvezo
(1.3), kjer je:

Yy I Xy
Y; 1 X
y=|72, x=| "7, 8= {Z]
Y, 1 X,
€1
Vektor € = | €2 | je vektor odstopanj od premice v smeri y. Seveda privzamemo, da so
En
€1,9,...&, nekorelirane z Eg; = 0 in var(g;) = o2

Za tockasto oceno parametrov a in b izracunamo:

¢
XTXE—{ S & ﬂ,
Zi:l Xi Zi:l Xz‘z

(XTX)_1 = 1 - [ Z?:r} XZ =2 Xi:| 7
ny i X7 - (O X)L 2 i Xi n
B ﬂ _ 1 2 [ZL XEY Y-y XY, XiYZ} |
ny i X7 — (Z?:l Xi) ny i XiYi =3, Xidy Y

b
Vektor rezidualov pa ima pomembno lastnost, da je vsota njegovih komponent enaka nic.
Za vsak vektor a je namrec¢ vsoto komponent mogoce izraziti kot [1 0] XTa. Vsota
komponent reziduala je tako enaka:

1 0] X"(Y -X8) = [1 0] (X"Y - X"X(X"X)"'X"Y) =0,

Sledi > (Y, —a— bX;)=0. Cez X := LS XiinY =137 Y oznacimo povpredji,
velja tudi Y = a + bX. Tocka (X,Y) torej vedno leZi na regresijski premici.

S pomocjo povprecij pa se dasta tudi alternativno izraziti cenilki a in b regresijskih
koeficientov. Velja namrec:

YL (G =XYYL (X = X)(Yi - Y)
Z?:l(Xi - X)2 Z?:l (Xi - X)2 7

i=F-ix =3 (L)

b=




M. RAIC: LINEARNA REGRESIJA 13

Iz reziduala dobimo Se nepristransko cenilko variance modela:

JR— .
) Z N 2
4 n—2i1( “ )

V nadaljevanju bomo izrac¢unali ocenjene standardne napake za a, b in a Xy+b+Aey. Slednje
je misljeno kot nova izmerjena vrednost odvisne spremenljivke pri vrednosti pojasnjevalne
spremenljivke X, pri cemer dopuscamo moznost, da je Sum drugacne velikosti kot pri ze
znanih meritvah. Seveda privzamemo, da je novi Sum &g nekoreliran z e, ¢5, ...¢, ter da
velja Egy = 0 in var(gg) = 0.

Ocenjeno standardno napako bomo najprej izracunali za strmino b. Za ta namen po-

stavimo ¢ := [é] : tako bo '3 = b. Izracunajmo:

1 n 1

ct (XTX) T c=

ny i, X2 — (2 Xi)2 (X - X)?2
Iz (2) zdaj dobimo:

~

\/Z?zl(Xi - X)Q .

e . . . 0 .
Za statisticno sklepanje o koeficientu a moramo postaviti ¢ := [1] . Dobimo:

SE(b) =

T (XTX) e = 2t X7 (X = X4 aX?
n Z?:l Xz2 - (Z?:1 Xi)2 n Z:‘L:1(Xi - X)2
1 X2

B At
Sledi:

1 X2
SE(a) =04/ —+ = —.
= \/ S X
Zdaj se pa spomnimo, da je a koordinata y na regresijski premici pri z = 0. Novo meritev

odvisne spremenljivke pri X, = 0 torej predstavimo kot a+ Aeg. Podobno kot prej iz (2.11)
dobimo:

SE(a + Aso) = & 4| A2 + ~ + X
=0 —_ — .
’ no Yo (X = X)?

Za izracun ocenjene standardne napake za novo izmerjeno vrednost pri splosni vrednosti
pojasnjevalne spremenljivke X pa lahko model preprosto premaknemo. Na§ izvirni model:

Y;:Cl‘i‘le—l-é“l

prepisimo v obliki: 3
Yi=a+bX;+e,
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kjer je X; = X; — Xo in @ = a + bX,. Slednje je spet enostavna linearna regresija.
Pomudimo se najprej pri oceni variance modela. To lahko ocenimo v obeh modelih. Toda
zaradi linearnosti cenilk je @ = a + bX, in zato:

Yi—a—bX;=Y;—a—bXy—b(X;— Xo)=Y; —a—bX;.

Torej je ocena za o2 v obeh modelih enaka:

n—2 ,
=1 =1

Zdaj lahko izracunamo Zeleno ocenjeno standardno napako:

SE(a +bXg + Aeo) = SE(a+ A\eg) = & l+ = :&\/ X Xo)
" Zl-ll( Z X)?

5.3 Primerjava po parih

Denimo, da vsakic isto stvar izmerimo v dvojih okolis¢inah, recimo pred doloceno akcijo
in po njej. To napravimo na m enotah. Meritev na posamezni enoti v prvih okolis¢inah
(recimo pred akcijo) oznacimo z Y;, v drugih okolis¢inah (recimo po akciji) pa z Y.
Zanima nas, ali spremenjene okoli§¢ine (npr. izvedena akcija) kaj vplivajo na rezultate

nasih meritev. Privzamemo, da so meritve nekorelirane ter da je:
E(Y))=pi, EQY)=p+06, var(Y))= ('), var(Y])=(c").

Pricakovana vrednost se torej lahko spreminja od enote do enote, za pricakovani vpliv
spremembe okolis¢in (akcije) pa privzamemo, da je ves ¢as enak. Varianca je lahko odvisna
od okolis¢in, ne pa tudi od enote.

Ce zelimo prevesti v jezik linearne regresije, najprej zapisimo:

Y/ =i+ ¢, Y/ =pi + 6+ Aell,

kjer so ¢} in €/ nekorelirane z Ee;, = E¢/ = 0 in var(e}) = var(e)) = (¢/)%. Torej je A =
0”/o. To je neznan deterministi¢en parameter, ki pa ne bo konstitutivni del regresijskega
modela. Model bo deloval, ¢e A v statisticnem sklepanju ne bo zajet.

Ce oznacimo:

! " / "

Y] Yy H1 €1 &

/ " / "

vy — Y; v Y; = Ha2 o ) & — €
- . ] - . bl - . bl - . bl - .

/ " / 1"
Ym Ym Hm Em Em
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ter ce Se z 0,, oznac¢imo stolpec iz m nicel, z 1,, stolpec iz m enic, z I,, pa identiteto na
R™, lahko model zapiSemo v obliki (1.2) z

Y’ L., 0, | | €
e P e W S
Velja se n = 2m in k = m + 1. Izracunajmo:
i 1 1
17Tn nA2|’
[ A2 T 1
(XTX)—l _ |1+ L + (1+A2) Ly, _Hlm
o K1)

Od tod po krajsem racunu dobimo cenilko za 3:

/
Y+ 1+A2

B: 1+,\2 Y'— 1+,\2)1 1T(YH Y)] .

1Y -Y)

Po komponentah lahko to zapisemo tudi takole:

A? 1 1 _
Ai: Y/ Y” Y”—Y,
b= e Y e Y oy )
S=Y"-Y".

Posebej opazimo, da je cenilka za ¢ neodvisna od dodatnega parametra A (in zelo intui-
tivna). Izra¢unajmo Se ocenjeno standardno napako. Najprej opazimo:

0
)| 2 LA
[0 0 1] (X'X) ol =
1

Zdaj moramo dobiti Se cenilko variance modela, ta pa temelji na rezidualu. Najprej iz-
racunajmo:

T
X8 = [ 1“2 Y+ 1+A2 YY"~ (1+A2) Ll (Y = Y)
A / T "
T Y+ )\(1+)\2) Y7+ n(1+/\2) L1, (Y =Y

Rezidual je tako enak:

~ 1 Im 1 T " /
S

kvadrat njegove norme pa je enak:

lel* =

2 1 Z(()/i//_y;/_ (Y//_Y/))Q‘

_ 1 T "N _

1+>\2H
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Iz formule (2.4) dobimo:

n

i 1)11 9 Z((Yiﬁ et
in koncno:
SE(5) = ﬁ Z((YZ// . Y;-/ _ (Y// _ Y,))Q ‘

=1

Tudi ocenjena standardna napaka ni odvisna od A. Opazimo pa Se nekaj: natanko isto
cenilko in ocenjeno standardno napako bi dobili, ¢e bi uporabili rezultate iz podrazdelka 5.1
na razlikah Y;” —Y;, ki seveda ustrezajo tamkajsnjemu regresijskemu modelu. To ne velja le
pod predpostavkami iz tega razdelka. Lahko jih namre¢ oslabimo tako, da ne privzamemo
ve¢ nekoreliranosti slucajnih spremenljivk Y/, ... Y/ Y/ ... Y marvec le nekoreliranost

parov (Y{,Y/),... (Y, Y"): znotraj para (Y/,Y/) je dopustna tudi koreliranost.

5.4 Primerjava dveh skupin

Privzemimo, da isto koli¢ino izmerimo na dveh skupinah. Meritve na prvi skupini so
Y/, Y], ... Y, na drugi skupini pa Y{", Yy ... Y, . Za vse meritve privzamemo, da so ne-
odvisne. Nadalje naj bo E(Y/) = i/, E(Y)) = p” in var(Y/) = var(Y}") = 0. V nasprotju s
prejsnjim podrazdelkom sta torej lahko skupini razli¢no veliki, zato pa privzamemo popolno
neodvisnost in homoskedasti¢nost, poleg tega pa se pricakovana vrednost ne sme spremi-
njati od enote do enote. Podobno kot prej pa nas bo zanimalo predvsem, ali so razlike med
skupinama plod njunih razliénih ustrojev. Zanimala nas bo torej razlika u” — 1.

Regresijski model zapisimo v obliki:
}/;:/:M/_'_g;’ 1/;‘//:/11//+€;/,

kjer so €/ in €/ nekorelirane z Ee}, = E¢/ = 0 in var(e}) = var(¢/) = o2. Ce oznadimo:

/ 7 / "
Yy Yy €1 €1
y! Y el el
r 2 "n__ 2 r_ 2 "o__ 2
Y =11, Y'=1 |, e=1|.1, e=1.1,;
Y/, Y, el el

lahko model zapiSemo v obliki (1.2) z:

Y’ 1, 0, ! g

Y = |:Y//} ) X = {0 .1 /;| ) 8= {5//} ) €= L.//} .

Velja e n = m/ +m” in k = 2. IzraGunajmo:
T m/ 0 T -1 L, 0

XX:{O m,,},(xx) :{ .
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Od tod po krajsem racunu dobimo cenilko za (3:
11T v/
2 - 1m/Y
p= [mi” 131,,Y”} '

Po komponentah je to kar: B B
/l/:}//7 /jL/,:Y/,,

kar je spet zelo intuitivno. Izra¢unajmo zdaj standardno napako za p” — i’ = ¢ 3, kjer je
c= -1 Velja:
=1 | Vela
- 1
cT(XTX) c=—+—.
Lotimo se sedaj reziduala. Velja:

A L]_ /]_T/Y,
X/B B Lm 1 N].T//Y” ’

torej je rezidual enak:

. (L — L 1,,10,)Y”
e =

(L — -5 1,018, Y
kvadrat njegove norme pa je:

/ "

lel* = (7 =Y)?+ > ()~ V")
i=1 i=1

in iz formule (2.4) dobimo:

tako da je koncno:

1 S N A i}
SE(W" =) = \| i (; + m—) (Z(K —Vza Y (v - Y”P) -

i=1 i=1

5.5 Primerjava vec skupin: analiza variance z enojno klasifikacijo

Recimo sedaj, da isto koli¢ino veckrat opazimo na ve¢ skupinah in zelimo ovrednotiti razlike
med skupinami. Naj Yj;, kjer je 1 =1,2,...rin j = 1,2,...m;, oznacuje j-to opazZanje na
1-ti skupini. Testiramo o0zji model:

Yij = p+ny
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proti SirSemu modelu:
Yij = pi + €5,

kjer so tako Sumi 7;; kot tudi £;; neodvisni in porazdeljeni normalno N(0, 0?). Oznacimo:

Y; Y,

Y; Y,
Y, =| .|, Y=/|.

Yim, Y,

7

Oznacimo spet z 1, stolpec iz s enic in Se m := my + mo + - - - + m,.. To je tudi dimenzija
opazanja, torej n = m. Ozji model je isti kot v podrazdelku 5.1, torej ustreza (4.3) z:

Z=1,,, Y=, [=1.
Ce oznac¢imo skupno povpredje:
Y= ll%Y = liiyw,
m M 5=

neposredno iz podrazdelka 5.1 dobimo 4 =Y in:

Py_y=Y1,,.
Sirsi model pa ustreza (4.4) z:
L, Om, -+ O, 101
. Oim 17:n2 . ()T:n2 | 5 /{2 | i
Ou On - 1y, e
Izracunajmo:
my 0 .- 0 le 0O --- 0
XTX — 0 niLQ 0 | (XTX)_lz 0 m% o0
0 0 - om 0 0 ... L

Ce oznacimo $e povpreéja posameznih skupin:

_ 1 1
Yi=—1,Y,=— Yij,
m; mi; J
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velja: ) )
Yy Yiln,,

) - Y: Yalyn,

B=(X"X)"'XY= ||, Pyav=|"
Y, Y1,
Pojasnjeni rezidual je torej v skladu s formulo (4.6) enak:

(3:/1 - ?)17?11

(3/2 - Y>1m2

QvovY =PwwvY — Py Y = :

ocena variance na njegovi podlagi pa je:
T

~2
ag =
W—=Vv ,’,,_1

Nepojasnjeni rezidual pa je v skladu s formulo (4.5) enak:

Y, —Yil,,
Y2 - }/21m2

QW%VY =Y -Py_vY = .
Yr Y/r]-mr

in ocena variance na njegovi podlagi je:
. 1 T my B
Ty = p— SN (v -y
i=1 j=1

Ozji model testiramo proti SirSemu z F-testom na testni statistiki F = 6%, /6%, 2

(m — k,k — 1) prostostnimi stopnjami.
Za konec si to oglejmo Se v kontekstu varianc. Pojasnjena varianca:
1 “omy _ _
- Y 2 — ? Y; o Y 2
QoY Zm_l( )

i=1

T my

s D IUERC)

je popravljena varianca med skupinami, medtem ko je nepojasnjena varianca:
1
2
QY|
i=1 j=1

popravljena varianca znotraj skupin.
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